
08 ANÁLISIS
DE REDES NEURONALES Y SERIES DE TIEMPO EN ACTIVOS 
FINANCIEROS 



86

E-mail: revista@umet.edu.ec
REVISTA METROPOLITANA DE CIENCIAS APLICADAS | Revista Científica Multidisciplinaria de la Universidad Metropolitana de Ecuador

Fecha de presentación: noviembre, 2023          Fecha de aceptación: enero, 2024         Fecha de publicación: febrero, 2024
ISSN: 2631-2662

Volumen 7 | S 1 | Febrero - 2024

Ximena Minshely Guillín-Llanos1 

E-mail: xguillin@uteq.edu.ec
ORCID: https://orcid.org/0000-0002-7317-5990
Adolfo Elizondo-Saltos1 

E-mail: aelizondos@uteq.edu.ec 
ORCID: https://orcid.org/0000-0001-7949-8697 
Miriam Patricia Cárdenas-Zea1 
E-mail: mcardenas@uteq.edu.ec
ORCID: https://orcid.org/0000-0002-8687-5136
Kevyn Adrián Alcívar-Méndez2

E-mail: adrianalcivar1@hotmail.com
ORCID: https://orcid.org/0009-0005-0912-3204
1 Universidad Técnica Estatal de Quevedo. Ecuador.
2 Investigador Independiente. Quevedo. Ecuador.

RESUMEN

Una red neuronal artificial es un modelo matemático que 
utiliza un sistema de capas internas y externas conectadas 
a través de estructuras llamadas neuronas, que en conjun-
to simulan la arquitectura de las conexiones entre neuronas 
del cerebro humano. Sin embargo, estas redes neuronales 
han pasado por el proceso de aprendizaje sobre un con-
junto de datos conocidos, se convierten en algoritmos ca-
paces de predecir, dentro de un rango previamente esta-
blecido, el comportamiento de un conjunto del mismo tipo 
de datos del que sólo se conocen las etapas previas y no 
los resultados del comportamiento. Este trabajo tiene como 
objetivo obtener predicciones del precio de las acciones 
considerando diferentes tipos de modelos mediante el 
uso de herramientas computacionales especializadas. Se 
evidenció que la comparación de diferentes arquitecturas 
de aprendizaje profundo utilizando el método Naive reveló 
que los resultados obtenidos por este último fueron mejo-
res que los resultados obtenidos por las arquitecturas de 
redes neuronales, así como la función FeedForward resultó 
ser el mejor de los modelos neuronales analizados.
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ABSTRACT

An artificial neural network is a mathematical model that 
uses a system of internal and external layers connected 
through structures called neurons, which together simulate 
the architecture of the connections between neurons in the 
human brain. However, these neural networks have gone 
through the process of learning on a set of known data, 
they become algorithms capable of predicting, within a 
previously established range, the behavior of a set of the 
same type of data for which they are only known. the pre-
vious stages and not the results of the behavior. This work 
aims to obtain stock price predictions considering different 
types of models through the use of specialized computa-
tional tools. It was evident that the comparison of different 
deep learning architectures using the Naive method revea-
led that the results obtained by the latter were better than 
the results obtained by neural network architectures, as 
well as the FeedForward function turned out to be the best 
of the neural models analyzed. 

Keywords: 

Artificial intelligence, supervised learning, neural networks, 
deep learning.
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INTRODUCCIÓN

A mediados del siglo XX, el desarrollo de las computa-
doras se encontraba en auge con el advenimiento de las 
primeras máquinas electro-mecánicas orientadas a la 
resolución de problemas. Los distintos aportes de estos 
artefactos han permitido que, a día de hoy, los grupos 
de personas, pueden acceder a tecnologías cada vez 
más útiles para el diario vivir de todos los seres humanos 
(Arrieta Bechara et al., 2009; Marwala, 2013; Kommula, et 
al., 2013; LeCun et al., 2015; Bosse, 2020).

Algunas de las industrias en el último siglo han depen-
dido de forma importante del desarrollo y avance de las 
computadoras, así como de sus distintas tecnologías y 
aplicaciones; por otro lado, otras compañías se han ergui-
do tomando el desarrollo de las tecnologías como pivote 
en la oferta de un determinado servicio (Michalski et al., 
2013; Cockburn et al., 2017; Ortiz Arango, 2017; Mota-
Hernández et al., 2019; Navia-Rodríguez et al., 2020). 
La realidad es que hoy en día no puede concebirse un 
modelo de negocios que no tome en consideración a las 
computadoras y sus herramientas como elementos fun-
damentales para el desarrollo de productos y servicios, 
efecto que ha provocado una tremenda subida en el inter-
cambio de bienes y servicios que día a día se lleva a cabo 
en todas las economías a nivel mundial (Escobar, 2002; 
Castel & Górriz, 2004; Stankevičienė & Akelaitis, 2014; 
Wallace, 2017; Vásquez, 2018; Vidal-Castillo et al., 2021). 

Una de las herramientas de computación más utiliza-
das desde el punto de vista académico y empresarial ha 
sido la inteligencia artificial y sus múltiples ramas por la 
cantidad de aplicaciones que esta puede tener, que van 
desde el reconocimiento de voz hasta la predicción de 
fenómenos naturales (Cockburn et al., 2017; Henrique et 
al., 2018); en particular el aprovechamiento de las herra-
mientas provistas por la inteligencia artificial en el estudio 
del comportamiento del mercado financiero es uno de los 
campos que cuenta con más adeptos, motivo por el cual 
se han abierto puertas para que muchos académicos y 
empresarios inviertan tiempo y recursos en la preparación 
de modelos cada vez más complejos que mejoren los re-
sultados a nivel de comunidad mejorando la calidad de 
vida de las personas.

Las herramientas de inteligencia artificial para profesiona-
les de los campos de la economía y la administración re-
sultan de vital importancia para países en desarrollo que 
no han podido automatizar la mayoría de tareas financie-
ras pues supone un desafío para las futuras generaciones 
desarrollar estas herramientas y proveerlas al sistema fi-
nanciero tomando como propósito la mejora de la vida de 
las personas (Johnson & Padilla, 2005; Marwala, 2013).

En este trabajo se estudia, analiza y resume el contenido 
teórico y algunas técnicas relacionadas con el aprendi-
zaje de máquinas y el deep-learning paso a paso, con 

el propósito final de resumir y explicar los fundamentos 
dentro de la materia que permitan de forma accesible 
describir y desarrollar un conjunto de herramientas de re-
des neuronales que en el capítulo final serán usadas para 
hacer predicciones sobre un conjunto de datos tomados 
como series de tiempo.

A partir del conjunto de técnicas y métodos estudiados, 
se busca hacer una aplicación en predicción de precios 
de acciones sobre conjuntos de datos de libre acceso a 
través de la utilización de herramientas computacionales 
relacionadas con el ámbito del Deep-learning que permi-
tan una comparación entre los diferentes métodos desa-
rrollados en la parte teórica.

METODOLOGÍA 

Los datos a utilizarse para los experimentos son valores 
históricos relacionados con el mercado accionario de la 
Empresa Google entre las que incluyen el valor acciona-
rio de apertura, cierre, ajuste y volumen diarios compren-
didos entre las fechas del 3 enero del año 2007 y el 29 de 
junio de 2018. Esta base de datos fue obtenida a partir de 
la biblioteca “Quantmod”, disponible directamente en R. 
Dentro de la base de datos obtenida, la variable de inte-
rés principal es la del precio de ajuste de la acción pues-
to que la misma valora de forma adecuada el comporta-
miento del precio durante el día y a través de procesos 
directos de la bolsa de valores contiene con mayor preci-
sión el funcionamiento de la empresa. El comportamiento 
de esta variable de cierre se muestra en la figura 1.

Figura 1. Precio diario ajustado de acciones de Google. 

Las variables se tomarán como parte de los datos de en-
trada en los modelos, las mismas son:
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 • Precio de Apertura Precio más alto.

 • Precio más bajo Precio de cierre.

 • Volumen de acciones en el mercado.

 • Rezago de un período del precio ajustado Variable bi-
naria de tendencia.

Se considera que la tendencia en los datos Google, por 
ser una empresa considerada de alto precio de cotiza-
ción en la bolsa tendrá una mayor volatilidad y que por 
tanto resultará en precios más variables (Stankevicien & 
Akelaitis, 2014; Ledezma-Yanez, et al., 2017). Es por ello 
que para este análisis del funcionamiento de las arqui-
tecturas de redes neuronales como modelos de optimi-
zación se tomará en cuenta la base de datos segmenta-
da de forma tal que pueda capturarse las regiones más 
apropiadas para el funcionamiento de las arquitecturas 
planteadas.

Como se ha explicado en la sección teórica del presente 
documento, en el desarrollo de los experimentos a con-
tinuación se busca reducir la distancia existente entre el 
resultado real y la predicción obtenida a través de una 
loss función que mejor se adapta a las necesidades de 
este problema en específico; a partir de Henrique, se 
entiende que la mayoría de autores dedicados a la pre-
dicción de valores financieros utilizan (entre otras) como 
loss function la Mean Absolute Error y la Mean Absolute 
Percentage Error puesto que tratando de predecir valores 
reales como lo son los precios y volúmenes, puede direc-
tamente medirse el error en la métrica usual (Henrique, 
Sobreiro, & Kimura, 2018) . En este documento, todos los 
experimentos se llevaron a cabo con las dos métricas an-
tes mencionadas, ponderando los resultados obtenidos a 
lo largo de las épocas de entrenamiento para obtener un 
promedio del error obtenido.

DESARROLLO

Como se ha mencionado, lo que se busca es predecir el 
precio ajustado de una acción, sin embargo, dado que 
variable como el volumen, tendencia y precios tienen uni-
dades completamente diferentes se requiere hacer una 
normalización de la base de datos antes de proceder con 
los cálculos. Esta normalización se hace para cada una 
de las variables, incluyendo la del precio ajustado de la 
acción, lo que provoca que el resultado en términos de 
loss function no pueda traducirse de forma exacta a len-
guaje convencional por lo que sería necesaria una con-
versión sobre los resultados obtenidos.

Esta conversión consiste en multiplicar el valor obtenido 
como promedio en la loss function por la desviación es-
tándar del conjunto de datos, a partir de lo cual los re-
sultados pueden entenderse en el lenguaje convencional 
como la cantidad de dólares con la cual estamos fallando 
en nuestras predicciones:

Dólares de falla = Loss std (P. Ajustado)

Regiones de similar crecimiento

Una primera estrategia de optimización, consiste en to-
mar las regiones de la base de datos cuyos comporta-
mientos sean similares y separar estos datos como los 
conjuntos de entrenamiento, validación y prueba respec-
tivamente. Por la tendencia creciente que tiene la base 
de datos, se disponen de los siguientes períodos con las 
especificaciones del conjunto de datos seleccionados 
respectivamente:

1. Conjunto de Entrenamiento. - Los datos comprendi-
dos entre el 6 de noviembre de 2015 y el 1 de mayo 
de 2017.

2. Conjunto de Validación. - Los datos comprendidos 
entre el 11 de mayo de 2012 y el 12 de diciembre de 
2013.

3. Conjunto de Prueba. - Los datos comprendidos entre 
el 25 de noviembre de 2008 y el 22 de diciembre del 
2009.

Cuyo comportamiento se puede visualizar en la figura 2

Región Estable

Por la complejidad de la predicción del modelo, una se-
lección más adecuada del conjunto de datos necesarios 
para el entrenamiento y validación, resulta de tomar la re-
gión más estable dentro del total de la base de datos. Por 
esta razón se toman los conjuntos de datos a partir de un 
subconjunto de la base original, considerando la región 
más estable, comprendida entre el 22 de diciembre del 
año 2009 y el 15 de diciembre del año 2012. Este subcon-
junto de datos puede visualizarse en la figura 3.

Figura 2. Donde el primer grupo de datos (I) representa el 
conjunto de prueba; el segundo grupo de datos (II) repre-
senta el conjunto de validación y finalmente el tercer gru-
po de datos (III) representa el conjunto de entrenamiento.

Tomando una línea base: Método Naive

Previo al análisis de los resultados con las arquitecturas 
de redes neuronales, debe pensarse que un modelo tie-
ne que resultar con mejores características de predicción 
que aquello que consideremos trivial; es por ello que 
incorporar un método de predicción trivial como aquel 
que vaticina al día siguiente el mismo resultado del valor 
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ajustado de la acción para el día anterior puede ser un 
buen inicio al momento de medir y comparar el modelo.

Es por ello que, considerando el conjunto de datos de 
la región estable, se genera una función ca-paz de me-
dir el error de un método de predicción cuya salida sea 
exactamente igual al valor obtenido el día anterior; este 
método será incorporado como Naive en la tabla de re-
sultados y permitirá tener una idea más clara de lo que 
está ocurriendo.

Figure 3. Precio diario ajustado de acciones de Google en 
la región estable.

Es menester señalar que los precios de las acciones no 
fluctúan tanto entre un día y otro, sino que sus cambios 
se evidencian con el paso del tiempo (que es lo que se 
considera para el entrenamiento) por lo que un modelo 
que solo repite la predicción del día anterior puede ser 
mejor en términos de loss function puede ser mejor, pero 
no resulta práctico para una aplicación en la práctica.

Feed Forward Network

Considerando la primera arquitectura descrita en el pre-
sente documento, el primer modelo de predicción es una 
red completamente conectada (FeedForwardNetwork). 
En este caso se escoge una capa, con un total de 28 neu-
ronas además de la capa de salida con una sola neurona. 
Esta arquitectura se escoge considerando otros modelos 
de algunas áreas en predicción de tiempo y a su vez op-
timizando la cantidad de neuronas en la capa. Por su na-
turaleza, en esta arquitectura todos los datos de entrada 
resultarán como insumos para la arquitectura, es por ello 
que la dimensión de entrada depende directamente de la 
cantidad de variables y el rezago en el tiempo.

A través de una repetición constante del modelo, modifi-
cando los parámetros externos y propios del modelo, se 
encuentra que el modelo con los mejores resultados para 
la arquitectura aquí descrito son los siguientes:

Rezago = 5 

Paso = 2

Resultados obtenidos en las regiones de similar creci-
miento

Con los parámetros escogidos, se obtiene la siguiente fi-
gura 4 de los valores de loss function, a lo largo de las 
diferentes épocas:

Figure 4. Loss functions de la primera arquitectura en re-
giones de similar comportamiento.

De este modelo se obtienen valores para la loss de 
0.5507, validation loss de 0.4179 y en la evaluación con 
los datos de prueba un valor de 1.46.

Resultados obtenidos en la región estable

Sobre este conjunto de datos, dado que los valores son 
continuos se toma como conjunto de entrenamiento y de 
validación las primeras 400 entradas, en dos conjuntos 
parejos, cada uno con un total de 200 entradas. De este 
entrenamiento y de su correspondiente validación se ob-
tienen los resultados que se muestran a continuación:
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Figure 5. Loss functions de la primera arquitectura en re-
gión estable.

Se encuentra entonces que los valores de loss function 
a lo largo de las etapas se han reducido de forma signi-
ficativa. Esto se debe a que se encuentra un patrón más 
repetitivo en el flujo de los datos dentro de esta región 
estable. No obstante, los valores tienen una tendencia 
creciente, lo cual es causado por problemas de sobre-en-
trenamiento en el modelo.

LSTM network

El segundo modelo que se toma en cuenta en el presen-
te documento es una red LSTM como se describió en el 
capítulo anterior. Se recuerda que este modelo puede 
ofrecer mejores resultados pues toma en cuenta informa-
ción del pasado como remanente que se introduce en la 
predicción del presente. Esta arquitectura contiene una 
sola capa LSTM interna con un total de 32 neuronas, así 
como la capa exterior de salida que arroja un out-put de 
un solo valor.

Se procede de la misma forma que con la arquitectura 
anterior, modificando uno por uno los parámetros exter-
nos, encontrando que los mejores resultados se obtienen 
a partir de los siguientes parámetros:

Rezago = 4 Paso = 2

Por conveniencia, se usa la base de datos dentro de la re-
gión estable como se describió en la arquitectura anterior, 
tomando los mismos conjuntos de datos para obtener los 
resultados que se muestran en la figura 6.

Figure 6. Loss functions de la segunda arquitectura en 
región estable.

A través del gráfico se puede identificar que los valores 
obtenidos para las loss functions mantienen un rango de 
valores cercanos (aunque en promedio más bajos) que 
los obtenidos por la arquitectura FFN, sin embargo, vale 
rescatar de ahora los valores no tuvieron un crecimiento 
exagerado como ocurrió con la arquitectura anterior.

Ligera modificación del modelo anterior

Una de las variantes actuales de la red LSTM es la red 
GRU, de la cual no se ha hecho detalle dentro del presen-
te documento, pero la cual funciona de forma muy similar 
a la LSTM. Esta red incluye ciertos componentes de acti-
vación o no activación de las memorias de los cálculos de 
las épocas pasadas mejorando ligeramente la red.

Los parámetros que se utilizan dentro del contexto exter-
no del problema, son similares a los utilizados en la red 
LSTM en esta misma sección al igual que el conjunto de 
datos, tomados desde la región estable. Los resultados 
obtenidos se muestran en la figura 7.
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Figure 7. Loss functions de la segunda arquitectura (red 
GRU) en región estable.

Doble LSTM

En esta arquitectura se introduce el recurrent dropout. 
Además, con el objetivo de mejorar el procesamiento 
de los datos se hace uso de dos capas internas del tipo 
LSTM: Una de ellas con 64 neuronas internas y la segun-
da con un total de 32 neuronas. Al final de la arquitectura 
se utiliza la acostumbrada capa de salida.

Una vez más, el proceso de elección de los parámetros 
externos se hizo probando uno por uno los resultados, 
con lo que se toma en para este caso las valores como 
sigue:

Rezago = 4 Paso = 2

A partir de los cuales se obtiene los resultados que se 
muestran en la figura 8.

Figura 8. Loss functions de la tercera arquitectura (doble 
LSTM) en región estable.

Comparación entre modelos de la región estable

A partir de los 4 modelos programados y desarrollados en 
el presente capítulo que toman en cuenta el conjunto de 
datos obtenido de la región estable y tomando como refe-
rencia el promedio como medida, se obtiene en la tabla 1 
de resultados del valor de loss function (entrenamiento y 
validación) para cada uno de ellos:

Tabla 1. Loss functions para los modelos.

RESULTADOS DE ENTRENAMIENTO Y VALIDACIÓN

Loss and Validation loss para cada uno de los modelos

Arquitectura Loss Function (MAE) Validation Loss 
(MAE)

Feed Forward 
Network 0.1367 0.2315

LSTM 0.1656 0.2253

GRU 0.1629 0.2231

Doble LSTM 0.2116 0.2337

El modelo más adecuado va a ser el que provea mejores 
resultados en términos de mayor precisión en el vaticinio 
del precio ajustado de la acción. Sin embargo, se tiene 
que hacer uso del conjunto de datos prueba para poder 
medir la precisión de los modelos pues no se puede con-
cluir a partir de la loss function de validación si un modelo 
es mejor que otro. Como los cuatro modelos de la región 
estable presentados en este documento ocupan el mismo 
conjunto de datos de prueba, se puede comparar que tan 
precisos resultaron ser los modelos, como se detalla en 
la tabla 2.

Las obtenida a través de predict_generator

Tabla 2. Resultados para todos los modelos.

Arquitectura Loss Function (MAE) 
para conjunto de prueba

Valor en dóla-
res ($)

Feed Forward 
Network 0.2785 6,78

LSTM 0.3248 7,91

GRU 0.3203 7,80

Doble LSTM 0.3055 7,44

Naive 0.2208 5,37

CONCLUSIONES

La creación de métodos matemáticos y computaciona-
les permitieron predecir el valor de un activo financiero 
comparando diferentes arquitecturas utilizadas en apren-
dizaje profundo, así como considerando las operaciones 
involucradas. 



92
Volumen 7 | S 1 | Febrero - 2024

La comparación de diferentes arquitecturas de aprendi-
zaje profundo utilizando el método Naive reveló que los 
resultados obtenidos por este último fueron mejores que 
los resultados obtenidos por las arquitecturas de redes 
neuronales. 

Las predicciones realizadas por el método ingenuo se 
deben a dos hechos básicos que son, los precios entre 
acciones y las fluctuaciones de precios. 

La función FeedForward resultó ser el mejor de los mode-
los neuronales analizados, porque se utilizaron como va-
riables predictivas los precios de apertura, cierre, máximo 
y mínimo, permitiendo una arquitectura más robusta.
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